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Resumen: El procesamiento del lenguaje natural es un
campo dentro de la inteligencia artificial que estudia c6mo
modelar computacionalmente el lenguaje humano. La
representacién de palabras a través de vectores, conocida como
Word embeddings, se populariza en los tltimos afios a través
de técnicas como Doc2Vec o Word2Vec. El presente estudio
evalta el uso de Doc2Vec en un conjunto de conversaciones
recopiladas  por el centro de emergencia ECU911,
perteneciente al cantén Cuenca de la provincia del Azuay
durante el afio 2020, con el fin de clasificar los incidentes para
que el operador pueda tomar la mejor decision, en cuanto a las
acciones a realizar cuando se presente una emergencia.
Ademis, se compara Doc2Vec con la técnica Word2Vec para
verificar su nivel de desempefo tanto en precisién como en
tiempo. A base de las pruebas realizadas se concluye que
Doc2Vec tiene un desempeno solido al utilizar modelos
entrenados con gran corpus, superando a Word2Vec en este
aspecto.

Palabras clave: minerfa de datos, centro de emergencias,

Word2Vec, Doc2Vec, PLN.

Abstract: Natural language processing is a field within
artificial intelligence that studies how to computationally
model human language. The representation of words through
vectors, known as Word embedding, has become popular in
recent years through techniques such as Doc2Vec or
Word2Vec. This study evaluates the use of Doc2Vec in a set of
conversations collected by ECU911 emergency center. The
purpose was to classify incidents, consequently the operator is
able to make the best decision regarding the actions to be taken
when an emergency occurs. The data were recorded during
2020, in the emergency center located in Cuenca, Ecuador. In
addition, Doc2Vec was compared with the Word2Vec
technique to verify its performance level both in terms of
accuracy and time. Based on the tests performed, it was
concluded that Doc2Vec has a solid performance when using
trained models with large corpus, outperforming Word2Vec.
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Comparando técnicas de mineria de datos en un centro de emergencias

Introduccién

En la actualidad existe una amplia gama de algoritmos que mejoran
el comportamiento de muchas tareas de Procesamiento de Lenguaje
Natural (PLN). También se encuentran varios trabajos relacionados
con la identificacion de nombres e idiomas, traducciéon automadtica,
entre otros. Las técnicas de Word Embeddings (WE) codifican los
significados de las palabras en espacios vectoriales de baja
dimensionalidad, los mismos que se vuelven muy populares en la
investigacion del PLN (Senel et al., 2018). En este contexto, estas
técnicas demuestran ser un mecanismo que facilita la tarea de calcular
similitudes entre palabras (Guti & Keith, 2019); ademds, actian
mediante modelos matemidticos que codifican relaciones de palabras
dentro de un espacio vectorial. Estas relaciones se crean mediante un
proceso de formacién no supervisado, es decir, basado en informacién
de coocurrencia entre palabras en un corpus grande (Heimerl &
Gleicher, 2018). Las relaciones codificadas incluyen propiedades
seménticas y sintdcticas de las palabras (Heimerl & Gleicher, 2018).

El interés por WE despierta gracias al algoritmo Word2Vec, que
proporciona una forma eficiente de aplicar WE a partir de grandes
corpus basados en el contexto de las palabras y el muestreo negativo
(Gomez-Perez et al., 2020). Como consecuencia, Le y Mikolov
propusieron Doc2Vec como una extensiéon de Word2Vec, aplicada a
nivel de documento (Lau & Baldwin, 2016).

En términos generales, se puede definir a Doc2Vec como un
algoritmo de PLN que incorpora palabras y oraciones, y se basa en
representaciones de datos distribuidos y simbdlicos denominados
modelos de lenguaje de red neuronal (Kim et al., 2020). Ademas,
puede capturar la relacién semantica entre documentos de una gran
coleccién de textos de forma eficaz. Este algoritmo aprende la
semantica y composicionalidad de los elementos lingiisticos
mediante el uso de una arquitectura de aprendizaje profundo. Esta
arquitectura neuronal es simple, reduce significativamente el esfuerzo
humano y comprime toda la informacién contextual y estructural en
un vector numérico unidimensional (Nath Nandi et al., 2018).

Doc2Vec tiene la ventaja de permitir el analisis ripido de grandes
cantidades de datos expresando palabras en el modelo de espacio
vectorial y, al mismo tiempo, considerando el contexto (basado en la
concurrencia de palabras) durante el aprendizaje (Kim et al.,, 2020).
Sin embargo, dado que Doc2Vec asigna el mismo peso a todas las
palabras de un documento, su eficacia se limita a encontrar un vector

de palabras general que no expresa bien determinados temas (Kim et
al., 2020).
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En la actualidad, el Sistema Integrado de Seguridad ECU911 es el
encargado de la atencién y despacho de emergencias dentro del
territorio ecuatoriano (Gobierno de la Republica del Ecuador, 2019).
Los operadores que reciben las llamadas al nimero 911 utilizan los
sistemas de despacho asistido por computadora (CAD) para priorizar
y registrar las llamadas de incidentes, identificar el estado del mismo,
asi como establecer la ubicacién de los socorristas en el campo y
despachar eficazmente al personal de respuesta (Security &
Directorate, 2011). A pesar de ser un sistema compatible con el
andlisis de incidentes, la clasificacion de una llamada en diferentes
niveles de emergencia no es automatica y depende de varios factores
relacionados con el operador, entre los que se encuentran su
experiencia, capacitaciéon y normativa interna de la plataforma ECU
911. Debido a la necesidad de mejorar el sistema de clasificacion de
incidentes, este articulo propone un proceso de clasificaciéon
automatizado basado en la técnica Doc2Vec, el mismo que se aplica
para el anilisis de textos originados por Sistema Integrado de
Seguridad ECU911.

Finalmente, el documento estd organizado de la siguiente manera.
En la Seccién I se presenta la introduccién, en la Seccién II, se
describen los trabajos relacionados con el preprocesamiento de texto y
se discuten los enfoques presentados por otros autores. Los materiales
y métodos para implementar el sistema propuesto y los componentes
basicos se analizan en la Seccién III. La seccién IV exponen los
resultados y la discusion. Finalmente, se incluyen las conclusiones.

Trabajos relacionados

Los sistemas de despacho asistido por computadora (CAD) juegan
un papel critico en la respuesta a emergencias y la gestiéon de las
unidades de rescate, sin embargo, atin cuentan con tareas que no estin
automatizadas como el ingreso de nombres, registro de direcciones y
categorizacion de llamadas (Zhang et al., 2018). Estos procesos se
pueden ver afectados por retrasos en la velocidad de escritura de los
operadores, ruido de fondo e informacién incompleta o ambigua
proporcionada por el llamante (Blomberg et al., 2019). Con base en
estos antecedentes, se analizaron trabajos que involucran el uso de
técnicas de PLN en el proceso de atencién de llamadas de emergencia.
Estas técnicas se utilizan en tareas de lectura y comprension de audio
y texto en grandes cantidades, detectando similitudes y diferencias
(Nakata, 2017). Su propésito es el de clasificar y extraer informacién
de forma automatica, optimizando el tiempo de atencién.

En el estudio de Ganguly y Ghosh (2018), se encuentra un nuevo
enfoque de entrenamiento de vectores de palabras, que utiliza los
tweets para mejorar las asociaciones entre ellas. En dicho estudio se
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utiliza un conjunto de datos relacionados a desastres, FIRE-2016. Su
objetivo es demostrar que la representacién de documentos con suma
de vectores de palabras transformadas produce grupos més efectivos
que otras técnicas como BOW o la suma de representaciones
Word2Vec no transformadas. La efectividad de la clusterizacién
mejora hasta un 14%.

Por otro lado, en la investigacién de Dai (2017), se encuentra un
método de agrupacién basado en Word Embeddings para la
clasificacidon relacionada con la salud, utilizando las redes sociales
como fuente de datos. El modelo de WE que se emplea en esta
investigacién es Word2Vec. Se evalta el desempefio en términos de
precisién y recuperacién, y se determina que el umbral mads alto
consigue una mayor precision, mientras que el umbral mas bajo se
tiene una taza de recuerdo mejor. El algoritmo obtiene simulaciones
que demuestran un buen rendimiento y una precisién que alcanza un
87,1%.

Por otra parte, en la investigacién de Shao (2019), se utiliza las
funciones de Word2Vec y Doc2Vec para un conjunto de tareas de
clasificacién de textos clinicos. Ademas, comprueba BOW-1, 2-gram
con Word2Vec y se deduce que, en el conjunto més grande de
combinacién de las seis modalidades es BOW-1, 2-gram que logra un
mejor desempefio, mientras que en los conjuntos mas pequenos de
modalidades individuales, Word2Vec presenta un mejor desempeno
en cinco de los seis casos.

En el estudio de Gautam y Basava (2017), se busca la identificacién
automatica y clasificacién de ayudas de emergencia en comunidades
macro de redes sociales. Se utiliza un modelo que se basa en la
formaciéon de vectores de incrustacion con la ayuda de
preprocesamiento textual y estadistico, aplicando el modelo en un
conjunto de datos del terremoto de Nepal, logrando un 6,81% de
precision promedio en 5.250.000 vectores de incrustacién.

Por otro lado, en el estudio de Balcerek (2017), se analiza un nuevo
enfoque de clasificacién de conversaciones telefénicas de emergencia
mediante una red neuronal artificial. En dicho estudio se emplea la
herramienta Neural Network Toolbox, la misma que detecta casos
especificos de emergencias. Esta técnica requiere valores numéricos
para sus procesos. En el caso de datos nominales o no numéricos, por
cjemplo (nombre de ciudades), se trabaja mediante la asignacién de
un numero Unico a cada entrada. Finalmente, se presenta un modelo
de red neuronal artificial basado en la recoleccién de llamadas
grabadas para identificar la clase a la que pertenecen.

En el estudio de Blomberg (2019), se utiliza aprendizaje
automdtico como herramienta de apoyo para reconocer un paro
cardiaco en llamadas de emergencias. En dicho estudio se implementa
un marco de aprendizaje automdtico para identificar un paro
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cardiorrespiratorio extrahospitalario (OHCA - Por sus siglas en
inglés) a partir de grabaciones sin editar de las llamadas de emergencia
a un centro de despacho médico. El objetivo del estudio es probar si
un marco de aprendizaje automdtico tnico puede mejorar la tasa de
reconocimiento de OHCA en comparacién con la que se obtiene por
parte de despachadores capacitados.

En la investigacion de Balcerck (2017), se emplea la técnica de WE
para representar la historia o anamnesis del paciente. En dicho
estudio, utilizan los registros de las historias clinicas de 268,989
pacientes aplicando modelos Word2Vec y BERT. El objetivo de esta
investigacién es implementar un sistema de recomendacién
diagndstica y clasificacién de la anamnesis de los pacientes con cancer.
Con Word2Vec obtienen buenos resultados del modelo en textos
donde la sintaxis estd compuesta principalmente por las siglas de las
especialidades.

En conclusién, existen varios métodos en el procesamiento de
lenguaje natural para clasificar documentos, los mismos que
demuestran resultados positivos en cuanto a la predicciéon de
resultados clinicos o de otros tipos. El presente estudio aborda la
implementacién de PLN con la técnica de Doc2Vec, la misma que es
una extension de Word2Vec, cuya funcionalidad se enmarca en la
captura de las relaciones entre palabras y que, a diferencia de los otros
métodos, puede comparar documentos u oraciones completas.

Materiales y Métodos

En este estudio se propone la utilizacién y comparacién de dos
métodos de PLN: Word2Vec y Doc2Vec. En Word2Vec se usaron
redes neuronales para la prediccion de palabras y se consideraron dos
técnicas: continuous bag of words (CBOW) y Skip-gram (SG)
(Trusca, 2019). En el caso de CBOW sc predijo la palabra actual
segtin el contexto, en tanto que en el modelo Skip-gram se usé una
palabra actual para predecir las palabras que la rodean (Mikolov,
Chen, et al.,, 2013). Doc2Vec se propuso como una extensién de
Word2Vec que pudo ser igualmente aplicado a un parrafo o
documento, es decir, fue independiente de la granularidad. Se buscé
maximizar la probabilidad logaritmica media a partir de palabras de
entrenamiento w., w. hasta w..Se consideré. como el tamano del
contexto de entrenamiento (Mikolov, Sutskever, et al., 2013).

Para representar el método utilizado en esta implementacién se
utilizé Software Process Engineering Metamodel (SPEM), el cual es
un metamodelo disefiado para describir procesos y sus componentes
siguiendo un enfoque de modelado orientado a objetos con base en

UML (Bendraou et al., 2008). El diagrama esquematico del enfoque
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propuesto es representado en la Figura 1. Este proceso se dividié en
cuatro tareas: i) preparacién del drea de trabajo, ii) preparacién y
depuracién del conjunto de datos, iii) establecimiento del modelo de
aprendizaje y, iv) evaluacién con los métodos seleccionados (i.c.,
Word to Vec, Doc to Vec). Las entradas se muestran a la izquierda de
los procesos y las salidas a la derecha a manera de artefactos.

Preparacion del rea de Preparacion y Establecimiento del Modelo Evaluacion con los Métodos
trabajo Depuracion del Dataset de Aprendizaje Seleccionados

|\

S/

I st e O\ I
/4 B EE 40 0 =

Configuraciones

Requerimientos
Técnicos y del Dominio

/

Dataset

N /\\ /N

Resultados

Dataset Algoritmo  Modelo de | i
Depurado de Aprendizaje : :
bosoooooooos ' Doc2Vec i ‘ ‘ |
i Documentos |
i Vectorizados |

Figura 1

Proceso comparativo Doc2Vec — Word2Vec

Descargar e Instalar
Python 3.9.1

Preparacién del 4rea de trabajo: La actividad representada en la
Figura 2 muestra los pasos realizados para la preparacién del drea de
trabajo. Se ha utilizado como entorno de desarrollo Visual Studio
Code y como lenguaje de programacién Python. Este lenguaje es
ampliamente utilizado en el campo de la Inteligencia Artificial, por
contar con varias librerfas para su uso.

Descargar e Instalar Visual Instalar paquete Numpy,
Studio Code Scipy, Gensim, Pandas y
NLTK.

00

Se instal6 Numpy, que es una biblioteca que da soporte a la
creacién de vectores y matrices multidimensionales de gran tamao,

Figura 2

Preparacién del drea de trabajo

junto con una gran colecciéon de funciones matemdticas de alto nivel
para operar con ellas (McKinney, 2013). Otro componente
adicionado fue el paquete Pandas, el mismo que permite la lectura de
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archivos con formato delimitado por comas (CSV - por sus siglas en
inglés). Se agregé la biblioteca de rutinas numéricas SciPy que
proporciona bloques de construccion fundamentales para modelar y
resolver problemas cientificos, ¢ incluyd estructuras de datos
especializadas, como matrices dispersas y arboles k-dimensionales
(Virtanen et al., 2020). Adicionalmente, se utilizé la biblioteca
Gensim que permite: 1) la indexacién de documentos digitales y
bisqueda de similitudes; y 2) algoritmos escalables, rdpidos y
eficientes en memoria para la descomposicion de valores singulares y
la asignacién de Dirichlet latente (Rehurek & Sojka, 2011).
Finalmente, se instal6 NLTK, la cual es una biblioteca para
procesamiento de lenguaje natural y anélisis de texto.

Preparacién y Depuracién del DataSet: Las tareas de preparacion y
depuracién del dataset se ilustran en la Figura 3.

e—_ _>—1 >—@®

Lectura y Comprension del Limpieza del DataSet
DataSet

Figura 3

Preparacién y Depuracién del Dataset

Una vez configurada el drea de trabajo, el dataset fue analizado. Los
campos se definieron y se seleccionaron aquellos que intervienen en la
clasificacion, luego se depuré el dataset eliminando ruido y caracteres
especiales como: (), [], {}, >, _, =, emoticones, entre otros. También se
eliminaron las palabras que no tenfan mayor relevancia dentro del
contexto de estudio (como pronombres o articulos) sin que aquello
signifique la pérdida de la similitud seméntica del documento.

Establecimiento del Modelo de Aprendizaje: En esta actividad se
incluyen los pasos a realizar para el definir el Modelo de Aprendizaje,
con el cual se ejecuta la clasificacién de una frase o documento (Figura

4),
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Tokenizacidn y Etiquetacion Entrenamiento del Modelo Clasificacién utilizando
del Documento. de Aprendizaje Modelo de Aprendizaje
Figura 4

Establecimiento del Modelo de Aprendizaje

Una vez preparado y depurado el dataset, se realizé la tokenizacidn;
este proceso dividié cadenas de texto mds largas en piezas mds
pequenas o tokens (Mayo, 2018). Un token es parte de un todo, por
lo que una palabra es un token en una oracién y una oracién puede
significar un token en un parrafo. Se ejecutd este proceso por medio
del método word_tokenize(), el cual invoca a la instruccién tokenize
para separar las palabras mediante espacios o puntuaciones; luego se
utilizé el comando lower() para transformarlas en mintsculas (Figura

5). Se considerd que la complejidad de la tokenizacién varié segtin la
necesidad de la aplicacién de PLN.

tokenizacion(line):

~d in line:
tokenized doc.append(word tokenize(d.lower()))

Figura 5
Ejemplo de Tokenizaciéon en Python

Una vez tokenizado el documento, se aplico el método
TaggedDocument, el cual recorrid las listas tokenizadas, y las etiquet6
empezando desde el valor cero (Figura 6).

tagged_data = [TaggedDocument(d, [i]) for i, d in enumerate(tokenized_doc)]

Figura 6
Ejemplo de Etiquetacién en Python
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Posteriormente se entren6 el Modelo de Aprendizaje, para lo cual
se empled la funcién Doc2Vec. Una vez que el modelo se entrend, fue
utilizado para la implementacién, (Figura 7). Para empezar el
entrenamiento se utilizé el método Doc2Vec y se establecieron siete
parametros:

size=28, windom min_count=2, wo s=4, epochs

Figura 7
Ejemplo de Doc2Vec en Python

- tagged _data: documento etiquetado

- vector_size: dimension de neuronas de la capa oculta y del vector
de salida

window: méxima distancia entre la palabra actual y la

pronosticada dentro de una frase

- min_count: ignora palabras que aparecen menos que el valor
configurado

- workers: nimero de threads para entrenar el modelo

- epochs: nimero de iteraciones sobre el corpus

- dm: define el algoritmo de training. Si dm = 1 significa ‘memoria
distribuida’ (PV-DM) y dm = 0 significa ‘bolsa distribuida de
palabras’ (PV-DBOW). El modelo de memoria distribuida conserva
el orden de las palabras en un documento, mientras que la bolsa de
palabras distribuida solo utiliza el enfoque de la bolsa de palabras, que
no conserva ningtin orden de palabras.

Finalmente, para clasificar una frase, se la comparé con los modelos
de aprendizaje creados previamente, con lo que se catalogd de acuerdo
con el mayor nivel de similitud (Figura 8).

verificarSimilitud({color, frase):

Figura 8

Ejemplo de Clasificacién en Python

Resultados y Discusiéon
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Evaluacién con los Métodos

El experimento realiza utilizando la metodologia propuesta por
(Basili et al., 1986), que tiene los siguientes pasos: i) definicién del
alcance, ii) planificacidon del experimento, iii) operacidn, iv) andlisis e
interpretacién de resultados y v) reporte de resultados. Estos pasos se
detallan a continuacién:

Definicién del alcance

El alcance del experimento es la investigacion del rendimiento de
los métodos Word2Vec y Doc2Vec, basindose en un conjunto de
conversaciones de un centro de emergencia, con el fin de determinar
cudl de los dos métodos es el mas eficiente al momento de buscar
similitudes.

Planificacién del experimento

Para realizar la evaluaciéon de los métodos Doc2Vec y Word2Vec,
se utiliza un programa que evalta el porcentaje de similitud y el
tiempo de ejecucién de cada método utilizando los modelos
entrenados anteriormente. La investigacién busca responder: i) ¢Qué
método es mis eficiente en cudnto a similitud? y ii) ¢Qué método es
mis eficiente en cudnto a tiempo?

Operaciéon

Las conversaciones de un centro de emergencias utilizadas en esta
investigacién son proporcionadas por Laboratorio de Investigacion y
Desarrollo en Informatica — LIDI de la Universidad del Azuay, las
cuales son preparadas para PLN. El conjunto de datos consta de 1051
conversaciones de emergencias de los operadores del centro de
comando y control ECU 911, las cuales se pueden dividir en cuatro
tipos de alertas segun su criticidad en: i) verde, ii) amarilla, iii) naranja
y iv) roja. Se clasifican las conversaciones que corresponden a cada

tipo de alerta (Tabla 1).
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Tabla 1
Clasificacién de las conversaciones del ECU911
TIPO DE NUMERO DE
ALERTA CONVERSACIONES
Verde 97
Amarilla 76
Naranja 359
Roja 519
Total 1051

Anadlisis e interpretacién de resultados

Una vez clasificadas las conversaciones se entrenan distintos
esquemas, tanto Doc2Vec como Word2Vec, con el propésito de crear
modelos de acuerdo con el tipo de emergencia. En la Figura 9 se
muestran clusters con los modelos entrenados empleando el método
Doc2Vec en donde cada punto representa la vectorizacién de cada
una de las conversaciones, agrupadas por la similitud que tienen entre
si. Se forma un modelo para cada tipo de emergencia.

En cambio, en la Figura 10 se muestran clusters con los modelos
entrenados empleando el método Word2Vec en donde cada punto
representa la vectorizacién de cada una de las palabras de las
conversaciones, agrupadas por la similitud que tienen con otras. De
igual manera, se forma un modelo para cada tipo de emergencia.
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Figura 9

Modelos entrenados con Doc2Vec
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Figura 10
Modelos entrenados con Word2Vec
La Tabla 2 muestra las frases utilizadas para evaluar los modelos
creados de Doc2Vec y Word2Vec. Cada frase fue depurada y cada
palabra convertida en minusculas.
Tabla2
Frases para las pruebas en los modelos de Doc2Vec y Word2Vec
FRASES A CLASIFICAR
A | amigo llamé hace ratito cuenca cerca camioneta toyota sefior estd manejando ...
B buenas tardes hdgame favor disculpe quien tengo hablar pasa aqui sector monay
C aqui azogues buenas noches aqui azogues niimero para llamar policia pasa baile
arriba local ...
D buenas buenos dias hablo policia vera pasa barrio totoracocha estoy aqui casa
senor llegaron ...

En la Tabla 3 y Tabla 4 se detallan los resultados correspondientes
en cuanto a similitud, utilizando los modelos de Doc2Vec y
Word2Vec, empleando las frases de la Tabla 2. A continuacién se
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realiza un andlisis para predecir, mediante la frase ingresada, a qué

tipo de emergencia pertenece.

Tabla 3
Porcentaje de Similitud empleando los modelos Doc2Vec
FRASE MODELO % DE SIMILITUD
A Verde 0,866
Amarilla 0,721
Naranja 0,627
Roja 0,614
B Verde 0,874
Amarilla 0,924
Naranja 0,618
Roja 0,607
C Verde 0,796
Amarilla 0,685
Naranja 0,962
Roja 0,611
D Verde 0,867
Amarilla 0,867
Naranja 0,762
Roja 0,981
Tabla 4
Porcentaje de Similitud empleando los modelos Word2Vec
FRASE MODELO % DE SIMILITUD
A Verde -0,092
Amarilla 0
Naranja 0
Roja 0
B Verde 0
Amarilla 0,163
Naranja 0
Roja 0
C Verde 0
Amarilla 0
Naranja 0,498
Roja 0
D Verde 0
Amarilla 0
Naranja 0
Roja -0,072




Revista Tecnolégica ESPOL - RTE, , 2021, vol. 33, ntim. 2, Esp., Octubre-Noviembre, ISSN: 0257-1749 / ISSN-E: 1390-3659

En la Tabla 5 y Tabla 6 se detallan los resultados correspondientes
al tiempo de ejecucién, utilizando los modelos de Doc2Vec y
Word2Vec y empleando las frases de la Tabla 2. Se realiza un analisis
para ver el tiempo de ejecucién de cada modelo al ingresar una frase.

Tabla s
Tiempo de ejecucién empleando los modelos Doc2Vec
TIEMPO DE
FRASE EJECUCION (S)
A 0,173
B 0,161
C 0,114
D 0,105
Tabla 6
Tiempo de ejecucién empleando los modelos Word2Vec
TIEMPO DE
FRASE | EJECUCION (8)
A 1,478
B 1,382
C 1,430
D 1.110

Reporte de resultados

A base del andlisis efectuado, se obtienen los siguientes resultados:

a) El método Doc2Vec resulta mas eficaz cuando se analiza la
similitud que tiene una frase entre sus modelos entrenados. Esto se
debe a que un vector representa una frase del documento utilizado
para el entrenamiento, y por lo tanto existe una mayor similitud de
resultados en un menor tiempo de ejecucidn, lo que facilita una mejor
clasificacién de la frase ingresada ya sea en verde, amarilla, naranja o
roja.

b) El método Word2Vec no resulta eficaz, dado que busca palabra
por palabra en el modelo entrenado. Si el modelo tiene este tipo de
busqueda en que cada vector representa una sola palabra, se dificulta
la bsqueda de una frase entera en vectores de palabras y da como
resultado un mayor tiempo de ejecucion.

Con estos resultados se concluye que el método mis eficiente en
cuanto a similitud de datos es Doc2Vec. De igual forma, se establece
que el método mas eficiente en cuanto a tiempo es Doc2Vec, debido a
la forma de representar vectorialmente cada texto.

Conclusiones
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En este estudio se ha explorado la aplicacién de los modelos de
aprendizaje automadtico sin supervision Word2Vec y Doc2Vec en el
Lenguaje de Programacién Python. Se implementan modelos
enfocados a recomendar una clasificacion de los incidentes registrados
por el Servicio Integrado de Seguridad ECU911. Se determina que
Doc2Vec tiene mejor rendimiento para buscar similitudes en un
corpus extenso, en tanto que Word2Vec es capaz de distinguir entre
subconjuntos con diferentes proporciones de términos (positivo y
negativo).

Para la evaluacién se emplea un dataset de 1051 conversaciones de
emergencias, sobre las que se aplican procesos de limpieza y
depuracién, para luego realizar la implementacién del modelo y
ejecutar las pruebas correspondientes. Como resultado se deduce que
a nivel de rendimiento Doc2Vec es mejor al momento de comparar
un texto y obtener su similitud, tanto en precisién como en tiempo.
En cambio, Word2Vec realiza la vectorizacién por palabras, lo que
produce una pérdida en la semantica de la oracién. En trabajos
futuros se espera aplicar diferentes técnicas de PLN partiendo desde el
analisis del audio de las grabaciones para luego procesar el texto
asociado.
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