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Resumen:  Contextualizacion: los modelos neuronales
artificiales son modelos disefiados a partir de métodos numéricos
denominados Redes Neuronales Artificiales. El uso de estos,
como herramienta de prediccién de la Demanda Bioquimica de
Oxigeno (DBO), ha demostrado diversas ventajas, entre otras,
la reduccion del tiempo y los costos econdmicos asociados a este
pardmetro. La DBO generalmente requiere de 5 a7 dias, asi como
multiples reactivos quimicos, para poder establecer los niveles de
materiales organicos en las aguas.

Vacio de investigacién: los modelos neuronales artificiales
permiten calcular la DBO en tiempo real, a partir de variables
fisicoquimicas registradas in situ. A pesar de ello, las redes
neuronales artificiales no han sido utilizadas hasta ahora como
método de estimacién de la DBO en aguas marinas de Colombia.
Propésito del estudio: teniendo en cuenta este aspecto, en la
presente investigacién se elaboré un modelo neuronal artificial
que permite estimar la DBPO en aguas del Mar Caribe
Colombiano.

Metodologia: para elaborar el modelo fue necesario realizar
cinco simulaciones (constituidas por un ntimero de 2 a 3 capas
ocultas, y de 5 2 20 neuronas por capa). El desempeiio predictivo
de cada una de estas se evalué a través del coeficiente de
correlacion.

Resultados y conclusiones: los valores mds altos de este
indicador estadistico (0,937, 0,951, 0,953, y 0941), se
obtuvieron para el modelo que utilizé6 3 capas, de 20
neuronas cada una, en sus cuatro ctapas de aprendizaje
(entrenamiento, validacién, prueba, y todos los datos). Estas
cifras indican un cercano ajuste entre los datos observados y
las estimaciones hechas por la red. Estos resultados demuestran
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ademds que la Demanda Bioquimica de Oxigeno puede ser
estimada numéricamente, en aguas marinas, a través de modelos
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Abstract: Contextualization: Artificial Neural Networks are
models designed from numerical methods called Artificial
Neural Networks. The use of these, as a Biochemical Oxygen
Demand (BOD) prediction tool, has shown various advantages,
among others, the reduction of time and the economic costs
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RESUMEN GRAFICO
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associated with this parameter. BOD usually requires 5 to 7
days, as well as multiple chemical reagents, to obtain the levels of
organic materials in the waters.

Knowledge gap: Artificial Neural Networks models allow
calculating BOD in real time from physicochemical variables
recorded in situ. Despite this, artificial neural networks have
not been used until now as a method of estimating BOD in
Colombian seawaters.

Purpose: Taking this aspect into account, an artificial neural
network model that allows estimating the BOD in waters of the
Colombian Caribbean Sea was developed in this research.
Methodology: For the elaboration of the model it was necessary
to carry out five simulations (consisting of a number of 2 to 3
hidden layers, and 5 to 20 neurons per layer). The predictive
performance of each of these simulations was evaluated through
the correlation coefficient.

Results and conclusions: The highest values of this statistical
indicator (0.937,0.951,0.953, and 0.941), were obtained for the
model that used 3 layers, of 20 neurons each, in its four learning
sets (training, validation, testing, and all data). These values
indicate a close fit between the observed data and estimations
made by the network. These results also demonstrate that
Biochemical Oxygen Demand can be estimated numerically, in
seawaters, through artificial neural networks models.

Keywords: Levenberg-Marquardt, Caribbean Sea, Neuron.

El rango de valores de R estuvo entre 0.716 y 0.953

El coeficiente de correlacién alcanzé sus valores
mas altos para el modelo que usa 3 capas ocultas, de
20 neuronas

Losr Itados d que los lelos neuronales
artificiales pueden ser usados para la estimacion de la
DBO en aguas marinas
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Fuente: Autores

La demanda bioquimica de oxigeno (DBO) es un pardmetro que representa la cantidad de oxigeno disuelto
en el agua que es consumido o “demandado” por microorganismos durante la degradacién de compuestos
organicos (APHA, 2005). Esta, es también una medida indirecta del contenido de sustancias orgénicas
biodegradables presentes en una muestra de agua (Matos et al., 2014). La estimacién experimental de
este pardmetro generalmente requiere un periodo de 5 a 7 dias (y en algunos casos, de 20 a 25 dias), el
uso de multiples reactivos quimicos, y el empleo de personal capacitado en el manejo de estas sustancias
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(APHA, 2005; Simon et al., 2011; Tachibana et al., 2013). Con el fin de reducir el tiempo y los costos
econémicos que este procedimiento involucra, en la tltima década, se han propuesto diversos métodos
numéricos como alternativas de estimacion de la DBO (Abyanch, 2014). Dentro de estos, se han usado, para
tal fin, estimaciones usando Redes Neuronales Artificiales (RNA), de las cuales se han obtenido resultados de
prediccién mejores a los obtenidos con otros modelos matematicos convencionales y de regresion estadistica
(Tomenko et al., 2007; Dogan et al., 2014), los cuales se han aplicado para aguas continentales, siendo atin
objeto de exploracién, la estimacion del pardmetro usando las herramientas basadas en redes neuronales para
aguas marinas (Meza, 2019). Considerando los anteriores aspectos, en este estudio, se propuso la elaboracién
de un modelo neuronal para la estimacién de la DBO en aguas marinas del Departamento de Bolivar
(Colombia). Para comprender la forma en que fue elaborado este modelo, a continuacion, se describen
algunos de los conceptos mds relevantes.

Demanda bioquimica de oxigeno

La DBO es un proceso de tipo biolégico y quimico en el cual los materiales orgénicos constituidos por
carbono (CxHyOz), y los compuestos nitrogenados provenientes de la hidrdlisis de las proteinas (NHj,

NO, ) se oxidan en presencia de microorganismos (Phu, 2014):

CH,0; + 0; + microorganismos — CO; + H;0 (Ecuacion 1)
2NH; + 30; + bacterias - 2NO; + 2H + 2H,0 (Ecuacion 2)
2NO; + 03 + bacterias — 2NO3 (Ecuacion 3)

El oxigeno consumido en estas reacciones (generalmente expresado en mg/L) puede ser cuantificado
experimentalmente a través de un procedimiento en el que se replican las condiciones ambientales del
proceso. La gufa Standard Methods for the Examination of Water and Wastewater, en su seccion 5210,
describe el protocolo utilizado comtinmente para estimar la DBO en laboratorio (APHA, 2005). Debido a
que este procedimiento se fundamenta en las reacciones de consumo de oxigeno para aguas continentales,
diversos investigadores consideran que este puede ser inadecuado para la determinacién de la DBO en aguas
marinas o bajo condiciones extremas de temperatura (Howington et al., 1994; Simon et al., 2011; Matos et
al., 2014).

En los mares, la demanda bioquimica de oxigeno se origina por la descomposiciéon de los compuestos
organicos derivados de la fotosintesis del fitoplancton, asi como en la oxidacién de la materia orgénica
proveniente de los rios y dreas urbanas (Tuchkovenko & Lonin, 2003; INVEMAR, 2016). La DBO en las
aguas marinas puede atribuirse también a una disminucién del oxigeno producido por microalgas, o a una
reduccién del O2 soluble procedente del aire (Naimpally y Rosselot, 2014). Normalmente, en 4reas marinas
naturales, como los arrecifes de coral y bosques de manglar, la DBO no suele sobrepasar los 2 mg/L (Simon et
al., 2011; Gandaseca ct al., 2016; Severiche et al., 2017). Sin embargo, es posible encontrar demandas mucho
mas altas (>11.800 mg/L), en zonas costeras contaminadas por aguas residuales, o destinadas a la acuacultura
y a la actividad pesquera (Muthukumaran & Baskaran, 2013; CARDIQUE, 2017).

En Colombia, se estima que anualmente las aguas marinas reciben cerca de 34.633 toneladas de materia
organica biodegradable (en forma de DBO), desde los municipios costeros, y alrededor de 971.856 toneladas
desde sus sistemas fluviales mas importantes (INVEMAR, 2016). De estos tltimos, el Mar Caribe recibe
aproximadamente unas 954.465 toneladas anuales, es decir, un 98% de las cargas totales de la nacién
(INVERMAR, 2016). Debido a ello, la costa Caribe colombiana es una de las zonas que mayor atencién
requiere en relacién al manejo de este tipo de sustancias.
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Redes neuronales artificiales

Las redes neuronales artificiales, son técnicas matematicas que imitan la estructura y comportamiento de
las redes de neuronas bioldgicas (Barthakur et al., 2012). Generalmente, una red de neuronas artificiales se
encuentra conformada por tres estructuras o niveles de procesamiento de informacién denominados “capas”.
En el primer nivel, la “capa de entrada”, se reciben los datos de las distintas variables independientes del
modelo. En el segundo nivel o “capa oculta”, se procesa y transfiere la informacién proveniente de la capa de
entrada a las capas adyacentes. En el ltimo nivel, la “capa de salida”, se generan los resultados del modelo
(Singh et al., 2009; Araghinejad, 2014). Cada una de estas capas se encuentra constituida por un conjunto
de subestructuras denominadas neuronas (Singh et al., 2009). Dichas neuronas utilizan un nimero real
para la ponderacién de los valores de entrada denominado “peso”, asi como una funcién matematica para la
normalizacién de los datos llamada “funcién de transferencia” (Palani et al., 2008).

Para encontrar el patrén que mds se ajusta a la respuesta deseada, una red neuronal artificial lleva a cabo
un proceso denominado aprendizaje o entrenamiento. En ¢l la red identifica una combinacién éptima de
pesos que asegura que las salidas del modelo sean cercanas a las observaciones (Palani et al., 2008). Los datos
del problema a resolver, que son usados durante esta fase se denominan conjunto de entrenamiento. En la
préctica, junto con este, suelen usarse dos conjuntos de datos denominados conjunto de prueba y conjunto de
validacién, los cuales son utilizados para medir el desempeno de la red y garantizar que no hayan sobreajustes
en las estimaciones (Raoufy et al.,, 2011).

Como parte de su entrenamiento, las RNA requieren ademds que el nimero de sus capas ocultas, y la
cantidad de neuronas presentes en ellas, se modifiquen hasta obtener una combinacién éptima de estas.
Debido a que en el campo de la modelacién neuronal no existen reglas estrictas para establecer el numero
adecuado de capas y neuronas en una red, usualmente, este proceso es realizado por medio de ensayo y error,
o segun el criterio del investigador (Tomenko et al., 2007).

En la practica, el uso de las RNA ha demostrado ser una herramienta ttil de estimacién de la DBO y otros
pardmetros de calidad del agua (Abyanch, 2014; Emamgholizadeh et al., 2014). Es por ello que este estudio
tiene como principales objetivos: (a) elaborar cinco modelos neuronales de DBO con distinto nimero de
neuronas; (b) calcular sus respectivos desempefios predictivos por medio de un indicador estadistico; y (c)
establecer el modelo mas adecuado a través de la comparacion de los valores de este indicador.

2. MATERIALES Y METODOS
Area de estudio

El estudio se llevd a cabo en aguas marinas del Departamento de Bolivar (Colombia). La recoleccién de las
muestras de agua fue realizada por la Corporacién Auténoma Regional del Canal del Dique (CARDIQUE),
en 32 estaciones de monitoreo. Estas estaciones se encuentran localizadas entre el corregimiento de
Galerazamba, al norte de Bolivar (10°4720.19"N 75°15'50.74"W), y la desembocadura del Cafio Correa, al
sur de la costa de este departamento (10°3'28.52"N 75° 27’ 27. 03”W) . —La ubicacién de las estaciones de
calidad del agua puede consultarse en CARDIQUE (2017) e INVEMAR (2017) —.

Estimacién experimental de las variables

Los pardmetros fisicoquimicos usados en esta investigacién (solidos suspendidos totales, salinidad, pH,
oxigeno disuelto, y DBO) fueron registrados por CARDIQUE, entre los afios 2011 y 2014. La estimacion
experimental de éstos se hizo de acuerdo ala Edicién 22 de la guia Standard Methods for the Examination of

150



REYNALDO Jost MEZA CASTELLAR, ET AL. ELABORACION DE UN MODELO NEURONAL ARTIFICIAL PARA LA ESTIMACI...

Water and Wastewater siguiendo el protocolo 4500-O-G método del electrodo de membrana para el oxigeno
disuelto; el protocolo 4500-H+-B Método electrométrico para el potencial de hidrégeno; el protocolo 2520-
B Método de conductividad eléctrica para la salinidad; el protocolo 2540-D para los sélidos suspendidos
totales; y los protocolos 5210-B Prueba de DBO 5-dias y 4500-O-G, para la DBO (APHA, 2005). Un total
de 345 registros de cada pardmetro fueron utilizados para la elaboracién del modelo.

Elaboracién del modelo neuronal de DBO

El modelo neuronal para la prediccién de la demanda bioquimica de oxigeno, se elaboré a partir de una red
tipo Perceptrén Multicapa (PMC) (ver Anexo y Araghinejad (2014)). En este, se usé la DBO como variable
de salida, mientras que el oxigeno disuelto (OD), el potencial de hidrégeno (pH), la salinidad (Sal), los sélidos
suspendidos totales (SST), y las coordenadas geograficas de cada estacidon de monitoreo (Lat—Long), se
usaron como entradas (Figura 1). La seleccidn de estos pardmetros se hizo con base en su influencia sobre el
proceso de demanda bioquimica de oxigeno y teniendo en cuenta la frecuencia con que han sido usados en
estudios previos (Siljic’ etal, 2016; Meza, 2019).

Por su parte, el cédigo para el entrenamiento del PMC se elaboré a partir del modelo desarrollado por
Gonzdlez et al. (2012). En este, el PMC es entrenado por medio del nimero de capas ocultas y el ntimero
de neuronas ocultas. Ademds, requiere definir un algoritmo para el entrenamiento de la red (que permite
acelerar el proceso de aprendizaje del PMC), un ntimero de épocas (la cantidad de veces que el algoritmo de
entrenamiento es aplicado al conjunto de datos), un indicador de desempefio (por medio del cual la red ajusta
las predicciones a las observaciones), y un método para la particién del conjunto de datos (divisién aleatoria,
por bloques, intervalos, o indices). Este cddigo se encuentra escrito en el lenguaje de programacién “M” y
en ¢l se hizo uso de las herramientas disponibles en el “Neural Network Toolbox” del software MATLAB®
(Beale et al., 2015; Meza, 2019).

En la Tabla 1 se presentan los 5 modelos (o arquitecturas) del perceptrén que fueron usados en la
investigacion. Estos modelos constan de entre 2 a 3 capas ocultas, y desde 5 hasta 20 neuronas ocultas por
capa. En cada modelo, el ntimero de neuronas de la capa de entrada (6 neuronas), correspondié al ntimero
de variables usadas como entradas. Para su entrenamiento, se usé un numero de 100 épocas y la suma de los
errores cuadraticos (SSE) como indicador de desempefio. (La funcién de este tltimo indicador estadistico
es distinta a la del indicador usado para validar los resultados del modelo. Para ello véase el anexo al final del
articulo).

Los modelos fueron evaluados por medio del algoritmo de Levenberg-Marquardt (ver anexo), el cual, segin
Zayani etal. (2008), Mustafa ctal. (2012), Ebtchaj & Bonakdari (2016), y Meza (2019), posee un desempefio
predictivo superior al de otras metodologfas de entrenamiento del PMCy, de acuerdo con Singh et al. (2009)
y Meza (2019), es el algoritmo mas adecuado para hacer estimaciones de la DBO.

TABLA 1
Modelos del Perceptron multicapa usados en el estudio.

Muamero de neuronas ocultas

Modelo Prirmera capa Jegunda Tercera
capa capa
Modelol 5 5 5
Modelo 2 10 10 10
Modelo 3 20 20 Z0
Modelo 4 20 10 =)
Modelo 5 20 10 —

Fuente: autores
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Por su parte, el método usado para dividir el conjunto de datos fue de tipo aleatorio (dividerand). Este
tltimo divide el conjunto de observaciones en cuatro subconjuntos (llamados entrenamiento, validacion,
prueba, y todos los datos) y asigna aleatoriamente a cada uno de ellos un porcentaje del total de datos (70%,
15%, 15%, y 100%, respectivamente).

oD —

pH—]

Sal —|

Funcion de

transferencia DBO

FIGURA 1

Representacion conceptual de la neurona artificial utilizada en el estudio.
Fuente: Meza (2019).

Analisis estadistico

Para poder comprobear la efectividad de cada modelo como método de estimacién de la DBO, fue necesario
aplicar un indicador estadistico al final de las distintas etapas del aprendizaje. Una de las pruebas estadisticas
que se usan comunmente en la evaluacion del desempefio de las redes neuronales artificiales es el coeficiente
de correlacién (R):

R = i=1 2(X;—X)(¥;—Y)
e E-X02 (YT

(Ecuacion 4)

En la ecuacién anterior, n es el numero total de observaciones; Xi y Yi son los valores observados y
estimados, respectivamente. X ¢ J son los valores promedio de todas las observaciones X y estimaciones Y
(Abyanch, 2014). Un R igual a 1, indica un ajuste perfecto entre los resultados del modelo y los valores de
DBO observados. Mientras que un R igual a cero, o negativo describe una correlacién nula entre la prediccion
y la observacién de la DBO (Gulyani et al., 2015).

Este indicador de desempeno se encuentra incluido en los cédigos del PMC y sus valores fueron calculados
de manera automdtica luego del entrenamiento. Ademas, fue usado como criterio de comparacién de las
distintas arquitecturas de la red. El modelo con el cual se obtuvieron los valores mis altos del coeficiente de
correlacién (calculados de manera simultdnea para las cuatro fases del aprendizaje), fue elegido como el més
adecuado para hacer estimaciones de la DBO.
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3. RESULTADOS Y DISCUSION

En la Tabla 2 puede verse que la red Perceptrén multicapa, entrenada con el algoritmo de Levenberg-
Marquardt, presenté valores del coeficiente de correlacion entre 0,716 y 0,953. Sus cifras mds bajas de R
fueron calculadas en el modelo 1 (0,830 entrenamiento, 0,716 validacién, y 0,806 todos), y el modelo 2 (0,775
prueba), mientras que los valores més altos se calcularon para todas las etapas de aprendizaje del modelo
4 (0,916, 0,907, 0,927, y 0,914), y el modelo 3 (0,937, 0,951, 0,953, y 0,941). Debido a que este ultimo
obtuvo los R més altos de todas las simulaciones (en todas sus fases de aprendizaje y simultaneamente), fue
seleccionado como el modelo mas adecuado para calcular la demanda bioquimica de oxigeno.

En la tabla puede verse también que los valores de R se incrementaron gradualmente con el aumento en
el nimero de neuronas ocultas (lo cual indicaria una posible influencia de la complejidad de la red sobre
el desempeno predictivo de la misma); sin embargo, este comportamiento no se observé durante la fase de
prueba posiblemente por el uso de la division aleatoria del conjunto de datos (Aguila-Martinez, 2017).

Pese a estos dptimos resultados, debe tenerse en cuenta que el nimero de neuronas y capas ocultas no
guarda relacién con la DBO pues, para realizar sus calculos, los modelos neuronales no utilizan ecuaciones
que describan el proceso de demanda bioquimica de oxigeno (Emamgholizadeh et al., 2014). En este tipo de
modelos, las neuronas solo representan un segmento de la funcién matemadtica que la red construye a partir
del conjunto de observaciones.

TABLA 2.
Valores de R para el algoritmo de Levenberg-Marquardt.

Algoritmo de Levenberg-Marquardt

Modelo  Arquitectura R E E E
entrenamiento  validacidn  prusba  todos
1 5-5-5 0,820 0,716 0,805 0,806
2 10-10-10 0,861 0,825 0,775 0,845
3 20-20-20 0,937 0,951 0,952 0,941
4 20-10-5 0,916 0,307 0,927 0,914
= 20-10 0,863 0,354 0,916 0,874

Fuente: Autores
4. CONCLUSIONES

Se demostré que los modelos elaborados con redes neuronales artificiales se pueden usar para la estimacién de
laDBO en aguas marinas. La red neuronal utilizada en el disefio de estos modelos (el Perceptrédn multicapa),
alcanzé un alto desempeno al ser entrenada con el algoritmo de Levenberg-Marquardt (R > 0,9). Al utilizar
este ultimo, en conjunto con 60 neuronas y tres capas ocultas, se obtuvieron los desempenos més altos del
estudio.

A fin de dar mayor validez a los resultados obtenidos en este estudio, se recomienda llevar a cabo
investigaciones en otras regiones costeras de Colombia, asi como utilizar el modelo en situaciones reales (en el
célculo de datos faltantes de DBO, por ¢jemplo). También se sugiere que se utilicen bases de datos de mayor
tamano en el desarrollo de nuevos modelos, pues esto permite mejorar el desempefio predictivo de las RNA.

En la actualidad, las redes neuronales artificiales poseen un amplio campo de investigacion y desarrollo.
Este es otro motivo para seguir realizando estudios sobre modelacién neuronal de la demanda bioquimica de
oxigeno. A futuro se espera que se puedan usar los modelos neuronales de DBO en tiempo real, y que su uso
llegue a ser una alternativa a los métodos convencionales de estimacién de la DBO.
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